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@]! Inteligencja

— Czy inteligenc&'a jest jakas jedng dziedzina, czy tez
jest to nazwa dla zbioru odrebnych i niepowigzanych
zdolnoSci?

— Co zyskujemy w procesie uczenia sie?
— Co to jest intuicja?

— Czy inteligencja moze by¢ nabyta wskutek nauki lub
obserwacji, czy tez jest jako$ uwarunkowana
wewnetrznie?

— Jak wiedza wplywa na wzrost inteligencji?

— Czy inteligencja to szczegolowa wiedza o jakiej$
dziedzinie, czy zbior zwigzanych ze sobg r6znych
zdolnosci?

KISIM, WIMiIP, AGH



lllmlJJ Inteligencja

AGH

Inteligencja jest zdolnoscig do sprawnego
rozwigzywania zadan intelektualnych,
ktore zazwyczaj uchodzg za trudne.

... 83 trudne tak dtugo, jak dtugo nie sg znane algorytmy ich
rozwigzywania, potem przestajg byc traktowane jako zadania
sztucznej inteligencji

w ten sposob sztuczna inteligencfa nigdy nie ma zadnych osiggniec

KISIM, WIMIIP, AGH



lllm]JJ sztuczna inteligencja - rozwigzywanie ,trudnych” zadan
AGH

Czy to jest trudny problem ?
98731269868414316984251684351 x 985316846315968463198643541684

A to:

”Kochanie, kup tadny kawatek wotowiny...”

KISIM, WIMIIP, AGH



Czy nam to szybko grozi?

KISIM, WIMiIP, AGH



lllmlﬂ Robot kolejkowy EWA-1

-Pan tu nie stal, pan nie
jest w c13zy.

- Moja konstrukcja jest optymalna, tylko
ludzie nie dorosli do tego. Wolg sami stac
Krzysztof Manc W kolejkach.

(Wynalazca)

KISIM, WIMiIP, AGH



lllm]ﬂ Zagadnienia Sztucznej Inteligencji (Al)

AGH

Soft
Computing

Optymalizacja
badania
operacyjne

Algorytmy
ewolucyjne
i genetyczne

Logika
rozmyta

reprezentacja
wiedzy

whioskowanie

Sieci
neuronowe

Metody
statystyczne

Computational Intelligence

Systemy
ekspertowe - humeryczne
Artificial Intelligence
— - symboliczne Rachunek
Wizualizacja prawdopodobieristwa
Data
mining Uczenie Rozpoznawanie

maszynowe Wzorcédw

KISIM, WIMIIP, AGH



lllmlJJ Przyklady zadan sztucznej inteligencji

AGH

— dokonywanie ekspertyz ekonomicznych, prawnych,
technicznych, medycznych (ocena)

— wspomaganie podejmowania decyzji (doradzanie)
— rozpoznawanie obrazow, twarzy, wzorcow, etc.

— optymalizacja (harmonogramowanie, alokacja zasobéw,
planowanie tras)

— generacja noweij wiedzy (poszukiwanie zaleznoSci,
b

tendencji, regul, etc — data mining)
— prognozowanie zjawisk ekonomicznych, przyrodniczych
— rozumienie jezyka naturalnego
— sterowanie urzadzeniami (roboty etc)

— 11nne...

KISIM, WIMiIP, AGH



lllmlJJ Zadania sztucznej inteligencji

AGH

Wnioskowanie

» procesem stosowania regul wnioskowania w sposéb skutecznie i
efektywnie prowadzacy do okreslonego celu wnioskowania, ktérym
zazwyczaj jest uzyskania pewnego docelowego stwierdzenia.

Uczenie sie

» proces zmiany zachodzacej w systemie na podstawie do$wiadczen,
ktora prowadzi do poprawy jego jakoSci dzialania rozumianej jako
sprawno$¢ rozwigzywania stojacych przed systemem zadan.

Przeszukiwanie

» Znajdowanie zadawalajgcych rozwiagzan bez pelnego przegladania
wszystkich mozliwosci, a wiec jak najbardziej efektywne
przeszukiwanie przestrzeni rozwigzan

» Przeszukiwanie przestrzeni jest procesem stosowania dostepnych
operatoré6w do przemieszczania sie miedzy ré6znymi stanami w tej
przestrzeni, tak aby ostatecznie trafi¢ ze stanu poczatkowego do
jednego ze stanow koncowych

KISIM, WIMiIP, AGH
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Uczenie sie —

Sztuczne Sieci Neuronowe



lﬂmﬂl Sztuczny neuron, McCulloch i Pitts,1943

AGH

Wejécia Wagi Blok sumujacy Blok aktywacji $cie

KISIM, WIMiIP, AGH



lll“]]]] Z czego sklada sie sztuczna sie¢ neuronowa?

4= Wyijscia

4= Warstwa wyjsciowa

neurony 4= Pierwsza warstwa neuronow

+— Rozwidlone wejscia

+— Warstwa wejsciowa

+— Wejscia

KISIM, WIMiIP, AGH
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lllmlJJ Jak to wszystko dziala?

AGH

» Rozproszone sg:
— program dzialania
— baza wiedzy
— dane

— proces obliczania
» Sie¢ dziala zawsze jako calo$¢, rownolegle

» Wszystkie elementy majg wklad we wszystkie
Czynnosci

» Duza zdolno$¢ do dzialania nawet po uszkodzeniach

» wagi — pojecie kluczowe

KISIM, WIMiIP, AGH
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@]! Po co sq wagi?

WAGA WAGA

"NOWY" _FADNY" Co na to neuron?

Lubi nowe samochody; ich

O ! wyglad malo sie liczy.

1 -1 Wszystko mu jedno...

- 4 Samochod musi by¢ tadny, ale
stary.

4 5 Lubi nowe 1 piekne auta.

4 4 Ekstrawagancki neuron - lubi

stare, brzydkie maszyny.

KISIM, WIMiIP, AGH 14



lllmlJJ Po co sg funkcje aktywacji?

AGH

Wartos¢ sygnatu wyjSciowego zalezy od
rodzaju funkcji w bloku aktywacji

KISIM, WIMiIP, AGH



Rozpoznawanie




@!J! Rozpoznawanie

W jaki sposob blyskawicznie rozpoznajemy twarze
znanych osob? (nawet znieksztalcone)

Cudow nie ma! Rozpoznajemy tylko taka twarz,
ktorej nasz mozg sie nauczyt.

KISIM, WIMiIP, AGH



@]! Kojarzenie

g



ll J Przewidywanie

KISIM, WIMiIP, AGH



lllmlJJ Do czego stuzy sie¢ neuronowa?

AGH

... do wszelkiego rodzaju

— rozpoznawania,
— kojarzenia,

— przewidywania

... praktycznie we wszystkich dziedzinach zycia,
nauki, techniki, przemyshu, ...

KISIM, WIMiIP, AGH
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lllmIJJ Klasyfikacja

AGH

Klasyfikacja. Do budowy klasyfikatoréw wykorzystuje sie neurony o
wyj$ciach binarnych.

Przy prezentacji obrazu uaktywnia sie tylko jeden element wyjSciowy.
Obraz wejSciowy zostaje przyporzgagdkowany okreslonej klasie
reprezentowanej przez aktywny element.

- klasyfikacja - rozpoznawanie

obraz numer obraz
wejSciowy klasy wejSciowy klasy

N VN4 o L {AX 71 =)

Zadaniem procesu uczenia jest podzial wzorcow uczacych na klasy
obrazow zblizonych do siebie i przyporzadkowanie kazdej klasie osobnego

elementu wyjSciowego

KISIM, WIMiIP, AGH 21



lllmlJJ Co ma wplyw na sygnaly wyjSciowe?

AGH

Sygnal wyjSciowy neuronu zalezy od:

sygnalow wejSciowych,
- wspoOlczynnikdw wagowych,
- funkcji aktywacji,

budowy sieci

KISIM, WIMiIP, AGH



lllmlﬂ Uczenie

AGH

« Zmieniajgc warto$ci wspolczynnikow wagowych
mozemy zmieniac zaleznosci pomiedzy wektorami
sygnalow wejsSciowych 1 wyjsciowych sieci.

» Jak ustawi¢ te wspolczynniki aby uzyskac¢ zadane
zaleznoSci pomiedzy tymi wektorami?

« Sieci neuronowych sie nie programuje. Oznacza
to, ze wartosSci wspolezynnikow wag nie ustala sie
bezposrednio, ulegaja one zmianom podczas
procesu nazywanego uczeniem slecl.

KISIM, WIMiIP, AGH



lllmlll Uczenie nadzorowane

AGH

« W procesie uczenia z nauczycielem, dla nowych wartosci
sygnalow wejSciowych nauczyciel (zmienna zalezna)
podpowiada pozadang odpowiedz.

* Blgd odpowiedzi stuzy do korygowania wag sieci.

D Sie¢

adaptacyjna a

» Wyjscie sieci

W = var

A

v

Obliczenie btedu

¢ t Dape uczace —
S=t-a zmienna zalezna

KISIM, WIMiIP, AGH
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lllm]ﬂ Uczenie sieci jednowarstwowe]

AGH

minimalizacja bledu uczenia

Dla jakich warto$ci wspolezynnikéw wagowych, btad
uczenia przyjmuje najmniejszg (minimalng) warto$¢?

KISIM, WIMiIP, AGH 25



mmuj Uczenie sieci wielowarstwowej
AGH Algorytm wstecznej propagacji bledu

WE » WY

(x) ()

warstwa ukryta warstwa wyjsciowa

wy - WE
®) Rzutowanie wstecz bledu ()

KISIM, WIMiIP, AGH

* Dla kazdej probnej liczby
neuronow ukrytych tworzymy
losowe wagi poczatkowe i
uczymy sie¢ do chwili, gdy
przestajemy osiggac¢ poprawe.

« Sprawdzamy dzialanie sieci przy
pomocy danych testowych.

« Jezeli jako$¢ sieci jest wyraznie
gorsza niz na zbiorze uczacym,
to:

- albo zbiodr uczacy jest zly (za maly lub
malo reprezentatywny)

- albo mamy za duzo neuronoéw ukrytych.
Sie¢ jest przetrenowana.

26



Uczenie
bez nauczyciela

KISIM, WIMiIP, AGH



lllmIJJ Uczenie bez nauczyciela

AGH

« W procesie uczenia z nauczycielem, dla nowych wartosci
sygnalow wejSciowych nauczyciel podpowiada pozadana
odpowiedz.

* Blgd odpowiedzi stuzy do korygowania wag sieci.

P adaStigs jna a
> ptacy) >

p Sie¢
W = var adaptacyjna

W = var

Obliczenie btedu

d=t-a

* Podczas uczenia bez nauczyciela pozadana odpowiedz
nie jest znana.

e Sie¢ sama musi uczy¢ sie poprzez analize reakcji na
pobudzenia (o ktoérych naturze wie mato albo nic).

KISIM, WIMiIP, AGH 28



lllm]ﬂ Uczenie bez nauczyciela

AGH

Istniejq sytuacje,
gdy sie¢ nie moze
sie sama nauczyc,

bez nauczyciela R
+ + o+
lub beZ 3 +++':++ ++
dodatkowe] '

A A

informacji o
analizowanym

> problemie.

X1

Uczenie ,,bez nauczyciela” jest mozliwe, gdy mamy
nadmiarowo$¢ danych wejSciowych.

KISIM, WIMiIP, AGH
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Regula Hebba (1949) oparta jest na do$wiadczeniu Pawlowa

Regula Hebba

(odruch Pawlowa).

pokarm (BB) Slinienie (OB)
pokarm (BB) + dzwonek (BW) Slinienie (OW)
dzwonek (BW) Slinienie (OW)

OB - odruch bezwarunkowy,
OW - odruch warunkowy,
BB - bodziec bezwarunkowy,
BW - bodziec warunkowy.

KISIM, WIMiIP, AGH
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lllm]ﬂ Regula (model neuronu) Hebba (1949)

AGH

Czesto powtarzajace sie obrazy wejsciowe daja
silniejsza odpowiedZ na wyjSciu.

Jezeli akson komorki A bierze systematycznie udzial w
pobudzaniu komoérki B powodujacym jej aktywacje, to
wywoluje to zmiane metaboliczng w jednej lub w obu
komorkach, prowadzaca do wzrostu skutecznosci
pobudzania B przez A

KISIM, WIMiIP, AGH 31



lllmlJJ Regula Hebba

AGH

X1 i i-ty neuron

.y, hazywa sie takze
niekiedy

AW v .
o uczeniem
r enerator 3
e X korelacyjnym

Sygnalem uczacym jest po prostu sygnal wyjsciowy neuronu.

Xn

Korekta wektora wag:
w. (K+1) =w. (k) +Aw. =w. (k) +cy.X

Czesto powtarzajace sie obrazy wejSciowe
daja wiec silniejsza odpowiedz na wyjsciu.

KISIM, WIMiIP, AGH 32
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lllmlJJ Interpretacja geometryczne reguly Hebba

Wektor wag przemieszcza sie
w kierunku $rodka ciezkosci
wielkoSci uczacych

Niebezpieczenstwo:

Dlugo$¢ wektora wag ro$nie w
sposOb nieograniczony

(o ile nie zapewnimy stopniowego
zmniejszania wspolczynnika c)

KISIM, WIMiIP, AGH

wicos(¢) WTX=|x||w|cos(o)

W

33



lllm]ﬂ Ile warstw ukrytych ?

AGH

Sieci o wiekszej liczbie warstw ukrytych ucza sie dluzej i
proces uczenia jest slabiej zbiezny.

Rozbudowanie sieci do dwoch warstw ukrytych jest
uzasadnione w zagadnieniach w ktorych sie¢c ma
nauczy¢ sie funkcji nieciaglych.

Zaleca sie rozpoczynac zawsze od jednej warstwy

ukrytej.

Jezeli pomimo zwiekszenia liczby neuronow sie¢ uczy sie Zle,
wowczas nalezy podjac probe dodania dodatkowej drugie;j
warstwy ukrytej 1 zmniejszy¢ jednoczesnie liczbe neuronow
ukrytych.

KISIM, WIMiIP, AGH 34



@]! Ile neuronow w warstwach ukrytych ?

Roéwniez i tutaj brak jednoznacznej odpowiedzi

Zbyt mata liczba neuronow w warstwie ukrytej - moga
wystgpi¢ trudnosci w uczenia sieci.

Zbyt duza liczba neuronow - wydhizenie czasu uczenia.

Moze doprowadzi¢ do tzw. nadmiernego dopasowania. Sie¢
uczy sie wtedy "na pamiec" pewnych szczegolow i zatraca
zdolno$¢ do uogodlnien. Taka sie¢ uczy sie wprost idealnie i
wiernie odwzorowuje wartos$ci zbioru uczgcego. Jednakze
wyniki testowania sieci na danych spoza zbioru uczgcego sg
zazwyczaj bardzo slabe.

KISIM, WIMiIP, AGH 35



@]! Jak konstruowac sie¢ ?

Reasumujac:
Ze wzgledu na fakt, ze brak jest teoretycznych przestanek
do projektowania topologii sieci, zgodnie z zaleceniami
podanymi przez Masters'a, we wstepnych pracach nad
siecig dobrze jest przestrzegac nastepujacych 3 zasad:

1. nalezy stosowac tylko jedng warstwe ukryta,
2. nalezy uzywac niewielu neuronow ukrytych,
3. nalezy uczy¢ sie¢ do granic mozliwoscli.

KISIM, WIMiIP, AGH 36



I Jak dlugo uczy¢ siec ?

AGH

Oznaka przetrenowania jest wzrost biedu dla danych testowych,
przy malejacym biedzie danych uczacych

A

Biad

Dane testowe

Dane uczace

>

Liczba iteracji

KISIM, WIMiIP, AGH

37



[

AG

KISIM, WIMiIP, AGH

Prawidlowa procedura uczenia sieci

Ocena jakoSci sieci

Zbior danych do uczenia sieci
Skalowanie sygnalow

Liczebnos¢ zbioru danych uczacych
Rozklad danych w zbiorze uczacym
Trendy danych uczacych

SieC nie ma zdolnosci do ekstrapolacji

38
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Automatyczne Sieci Neuronowe
STATISTICA

Adult_uczacy.sta

39
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Adult_uczacy.sta

kresy Marzedzia

w10 w |B I U ;l:}_Qgélnemodeledrzewklasyfikacyjnychiregres],rjn],rch

A4, Ogélne modele CHAID
Drzewa interakcyjne (C&RT, CHAID)

Dane Korporacyjne Okno Pomoc

S Word ~ Wstaw do przestrzeni roboczej + ¢

Hi=?
Hg:?

o | &l w Zmienne = Przypadk

KISIM, WIMiIP, AGH

&= Optymalizacja procesu
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:@%ﬁ Losowy las (regresja i klasyfikacja)
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Age |Work class| fnl -~ MARSplines (Multivariate Adaptive Regression Splines) relationship| race sex |capital<
1] 39_State—gnu ] t-infamil White Male 2
2 38 Private MNoj-in-famil White Male
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4 28 Private %% Inne metody uczenia maszyn Wije Black Female
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MNowa analiza lub wdrozenie

Widrozenie
() Wdrozenie modeli z poprzednich analiz

F=3 Wenytaj pliki sieci (

Mazwa pliku ID sieci  Mazwa sieci Altywacia L 3waq

MNowa analiza

E Klasyfikacja

[z _Szereq czasowe (reqresia) 7= Otwérz dane

U

s Szeregi czasowe (Kasyfikacia)

K. Analiza skupier

= SANN - Wybor danych: adult_uczacy.sta

Podstawaowe I‘l"ﬂ')'bérpodﬂ::iuréw I Wielokrotne prlful:ukl:uwaniel

Prosze wybrad rodzaj analizy z listy

—————emm? b e 2 i el

?

| Anuluj |

WiEciowe lofciome:  brak

Wijsciowe jakodciowe: brak
Wejgciowe ilosciowe:  brak
Wejsciowe jakosciowe: brak
Sposdh tworzenia modeli
(®) Automatyczne poszukiwanie sieci
() Projelkt sieci uzytkownika
() Wielokrotne problowanie (osowe, bootstra

KISIM, WIMiIP, AGH

B e <

2 -Work_dass
4 - education
& - marital-status 5 - education-num
7 - occupation ital-gain

3 - relationship 2 ital

9 -race
10 - sex

14 - naﬁue-countri

_
| Rozwin | | Przybliz | | Rozwin | | Praybiz | | Rozwii | | Praybliz |

Wyijscia jakosdowe: Wejsda iloscowe; Wejscia jakosdowe:

iJ.:r | |J.:rJ.J.—J..:- \ | |F_'4E—1D 14 |

[+] Pokazuj tylko zmienne o odpowiedniej skali

[ Zestawy ...

Wizcz opeje
"Pokazuj tylko
Zmisnne o
odpowiedniej shkall”
aby na listach, w
zaleznosci od
potrzeby, pojawisty
sig tylko zmienne
jekosoiowe albo
ilosciowe. Nacisni)
F1 aby wyskad
wiece] informacii.




Alctywne sieci neuronowe

ID sieci  Nazwa sieci Jakose (uc...  Jakodc .. Jakosé fwalid...

Algonytm

Blad

Tworzenie sieci 1 (MLP 187-6-2, logistyczna, exp)

Cykl=68:

B¥ad {uczenie)=14,2776, Bkad (testowanie)=14,4795

Prz

Podstawowe I Funkcje aktywacji sieci MLP | Redukcja wag I Inicjalizacia |
Iczenie | zachowywanie

Ea
2 H
Zachowywanych:

Typy sieci
[+] MLP:

Min. liczba ukrytych:

Liczba sieci:

|ﬁ Zapisz sieci v|

zach

Tworzenie sieci 3 (MLP 107-8-2, exp, logistyczna)
Cykl=5G:
Brad (uczenie)=14,9978, Btad (testowanie)=14,9868

- Prz
Maks. liczha ukrytych: |15 B
- R B swman| =
|:| REF: HncaE H Tworzenie sieci 4 (MLP 167-18-2, exp, liniowa)
S : Podsum.
Min. iczba ukptock: 21 Suma kewadrataw = Cykl=128:
Maks. liczha ukitych: |30 [v] Entropia wzajemna | Anuluj | Brad (uczenie)=13,4879, Blad (testowanie)=14,627
. I =
Aktywne sieci neuronowe
ID sieci  Mazwa sieci Jakosé (uc... Jakodc t... Jakosé (walid... Algorytm Blad ~
; MLP 10762 85836124 05706924 04960189 BFGSES 505 Tworzenie sieci 7 (MLP 187-9-2, logistyczna, logistyczna)
2 MLP 107-92 26404700 85756414 85432026 BFGS 183 503 Cyk1=70:
3 MLP 107-32 36240445 85785904 85373046 BFG545 50§
4 M P ANT8F R A184GR OF 244204 DR ARIRIE BERS 1A ang & B¥ad (uczenie)=12,7488, Blrad (testowanie)=15,2757
< >
=B Whybdr sieci | Usuwanie sieci | I
Przerwij uczenie bez Zakoricz uczenie bisigce sieci i Zakonicz uczenie i
| Wiscej {projekt uzytkownika) | | Wiscej iprojekt automatyczry) | |W|ecaj {wiglokrotne prébkuwanie]| ’zadmw',wama sieci rozpocznij uczenie kolsjnej przejdZ do okna wynikdw
-
Whlkresy przyrostu i ROC I Przewidywania dla nowych danych I
Przewidywania Wykresy I Szczegdly Podsumowanie
Sposob predylcii Umiesc w arkuszu
)
(®) Pojedyncze sieci [ weiécia Moduty reszt m
O ERMIE P
(") Pojedyncze sieci | zespst Vilyjscia Standaryzow. reszty A
[ Trinos¢. [Jime miemme Py Uwaga na czas uczenia....
|E Predykcia | [ Poziomy aktywacii Uczenie
[ Test
[walidacia
Brakujgce
42
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KISIM, WIMiIP, AGH

=t SANN - Wyniki: adult_uczacy.sta ?
Aldywne sieci neuronowe
D sieci  Mazwa sieci Jakosc juc...  Jakosc f...  Jakosc (walid...  Algontm Blgd 2
1 MLP 107-6-2 85836124 85726524 B4 560189 BFGS 65 505
2 MLP 107532 86404700 85756414 B85 432026 BFGS 183 505
3 MLP 107-53-2 26240445 85,780604 85373046 BFG5 45 505
A MID 1N7.6.7 05 £1GAGE OF DAAG0A  OR AGTRIE LS 1Nd  ong ~
>
| Wybdr sieci | | = Usuwanie sieci
Biezaca sied neuronowa
Ak t... Jakosc fwali...  Algontm Blad Altywacia (u)  Aktywacia (w)
84960139 BFGS 505 Logistyczna Wilcladnicza
85 432026 BFGS 183 505 Wyldladnicza  Wykladnicza
20 33045 BEGS 40 S05 Logistvezna __logistyezoa
85461516 BFGS 104 5085 Tanh Viykladnicza
o L T R e S Tt T
< I >
15 |
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Aldywne sieci neuronowe
AGH _. .. . . o
D sieci  MNazwa sieci Jakosé uc...  Jakosé ... Jakosc (walid...  Algontm Blad
4 MLP 10732 866154536 85844884 35461516 BFGS 104 505
£
| e Wihér sieci | | B |Usuwanie sieci |
| Wiece] (projeld uzytkownika) | | Wiece] (projeld automatyczny) | |'|||"H"|ecnegi [wiglokrotne prébkcrwanie}|
Wilresy prayrostu | ROC I Przewidywania dla nowych damych I
Przewidywania I Wiylresy Szczegdly Podsumowanie |
Podsumowanie | | (& Zepiszsieci ~ |
Wagi | B®  Statystyki predykoi | Anuluj |
Wspdtczynniki korelag Ritii |E| Opde T |
Macierz pomytelk Praby
Pozianmy aktywacii Uczerie
[ Test
[ | Walidacia
Brakujgce
Analiza wrazliwosci (adult_uczacy.sta)
oy HereTe ~
Sieci | relationship | marital-status native-country occupation | Work class | education | capital-gain | race | Age |
4.MLP 107 p-2 2477051 1.723802 1.385571 1.260207 1.262373 1.224393 1108506 1.076101  1.,060849
| [
| education-num | hours-per-week | capitalloss |  sex
1035317 1.025169 1.016219  1,000000

KISIM, WIMiIP, AGH
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Whcresy preyrostu i ROC ] Przewidywania dla nowych darmych ]

Przewidywania l Wkeresy Szczegdly Podsumaowanie
Podsumowanie Zapisz sieci +
iiii Wagi Statystyld predylo Anuluj

Fl  Statystyiddanych Bl Opge ~

|ﬁ Macierz pomylek | B Globalna analiza wrazliwosci Proby

Lokalna analiza wrailiwosc [+] Uczenie
[] Test
[ ]wWalidacja

Brakujgce

Income (Podsumowanie klasyfikac)i) (adult_uczacy.sta)
Praby: Uczenie
| Income-<=50K | Income-=50K | Income-Wszystkie

4 MLP 107-39-2 Razem 1200800 3821.000 15829.00
FPoprawne 1131700 2354.,000 13711.,00
Miepoprawne 531.00 1427,000 2118,00
Foprawne (%) 94,25 62 654 86,62
Miepoprawne (%) N | 37,3461 13,38

KISIM, WIMiIP, AGH 45



Przewidywania ]
Wilcresy prayrostu | ROC

Wilresy ] Szczegoly ]

Przewidywania dla nowych darych Podsumowariie

[ | Usuri poprzednie przewidywania Zapisz sieci -

‘:}i Wartosci na wejsciu Przeslij do arusza Anulu
Hﬂmﬂmi... capital-.. capitaHd.. hoursq 2] Opcje ¥
Wartosci wejéciowe ?
Wartosci wejsciowe J‘E E K7
Work_class education marital-status occupation relatiol
(WA CUE Sl Mever-mammed  Adm-clernical Notanfamily White
Przypadek 2 |Ma]{s=I Handlers-clea MNot-in-family White

Wilcresy prayrostu i ROC ]

Przewidywania dla nowych damych ]

Preewidywania l Whlcresy ] Szczegdhy ] Podsumowanie
Arkusz predylccii Zapisz sieci -
Sposdb predykcii migsc w arkuszu
- . Anulyj
i®) Pojedyncze sieci [#] Weiscia Moduty reszt =
Zespl [¥]Zmn. zal. [ ] Kwadraty reszt B Opge ~
Pojedyncze sieci | zespdl [+] Wihigcia Standaryzow. reszty
Trafnesé [ Inne zmienne Préby
Predykcia || Poziomy akdtywacii [¥] Uczenie
s - [ Test
Praby: Uczenie
Przypadek marital-status occupation relationship race sex native-country Income Income - Wyjscie Income - Trafnosc
nazwa Wejscie Wejscie Wejscie Wejscie Wejscie Wejscie Zm.zal 4. MLP 107-9-2 4. MLP 107-9-2
1 MNever-married Adme-clerical|  Mot-in-family White Male United-States ==h0K ==50K Poprawne
2 Divorced  Handlers-cleaners MNot-in-family White Male United-States <=50K <=50K Poprawne
3 Married-civ-spouse|  Handlers-cleaners Husband Black Male United-States ==h0K ==50K Poprawne
4 Married-civ-spouse Prof-specialty Wife Black Female Cuba <=50K <=50K Poprawne
5 Married-civ-spouse Exec-managerial Wife White Female United-States ==h0K =50K Niepoprawne
B Married-civ-spouse Exec-managerial Husband White Male United-States =50K <=h0K Niepoprawne
8 MNever-married Sales|  Mot-in-family Black Male United-States ==h0K ==50K Poprawne
9 Married-civ-spouse Craft-repair Husband Asian-Pac-lslander Male ? =50K <=h0K Niepoprawne
KISIM, V10 Married-civ-spouse Transport-moving Husband  Amer-Indian-Eskimo Male Mexico ==h0K ==50K Poprawne



lllmlﬂ Wykrywanie grup (clustering)
AGH Uczenie rywalizacyjne

Sieci Kohonena
(samoorganizujace sie)
(Self Organizing Maps — SOM)

input vector

KISIM, WIMiIP, AGH 47



Mowa analiza lub wdrozenie
Wdrozenie
() \Wdrozenie modeli z poprzednich analiz
W Wezytaj pliki sieci

MNowa analiza

(®) Mowa analiza

ID sieci  Mazwa sieci Aldbywacia ... Altywac)...

Mazwa pliku

|_'T__' Klasfikacia
ﬁ Szeregi czasowe (regresja)
E Szereqgi czasowe klasyfikacia)

Lista plilcdw EMML

Prosze wybrad rodzaj analizy z listy
powyig|. aby rozpoczad nowa analize.
Aby zastosowad wozesnie] uzyskane
sieci prosze skorzystad z opciji
wdrozenia.

2 - Work _dass

- education

3 - fnlwat
e~ ccucationmum W - marital-status

11 - capital-gain

12 - EE'EI-I:JSS 3 - relationshi

7 - occupation

14 - naﬁve—muntri

\Wszystiie | | Rozwin | | Przybliz |

\Wszystiie | | Rozwii | | Praybliz |

Wejsda ilosdowe:

Wejscia jakosciowe:

|1513

| |269—1U 15

Pokazuj tylko zmienne o odpowiedniej skali

KISIM, WIMiIP, AGH

odpowiednig] skall”
aby na listach, w
zaleFnodei od

potrzeby, pojEwisty
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Tworzenie sieci 1 {(SOFHM 28-188)
Cykl=38:
Bad {uczenie)=8,915568, BYad (testowanie)=0,932991

Wiykres vczenia

0,94 |||
0,535
0,53
Tuworzenie sieci 1 {(SOFHM 28-188)
0,525
g Cykl=115: U
0.52 Btrad {(uczenie)=0,924684, Brad (testowanie)=9,918233 aga na czas
°
0,915
| uczenila....
0.9
10 20 ] 0,97
Cykd vczenis
0,98
Przerwij uczenie bez Zakoricz uczeni 0.95
zachowywania sieci i rozpocznij uc
£ om
0,92
[}
03
0 20 20 i L.
|| Tworzenie sieci 1 {SOFH 28-188)
Cykl uczeni
Cykl=268:
Przerwij uczenie bez Zakoncz ucz
zachowywania sieci irozpoczrijud| Bkad (uczenie)=0,692809, Btad (testowanie)=8,691118
Mast
073
0,72
o.M
0,7
T 08
0,68
0,67
nEs —— Training
—— Test
210 220 230 240 25D i)
Cykl uczenia
Przerwij uczenie bez Zakoncz uczenie biezgee] sieci Zakoricz uczenie i
zachowywania sieci i rozpocznij uczenie kolejngj przejdz do okna
KISIM, WIMilP, AGH




AGH

Arkusz licznosci (adult_uczacy.sta)
Siec: 1.50FM 28-100
Praby: Uczenie
2 3 4 [ [ Fi 8 g A Alcywne sieci neuronowe
1 14100 | 34 66 695 0 12 B35 42 4 174 Nazwa sieci
2 —Fﬁ'-‘ 10 2 47 1 g 34 0 £ + ]
3 \{1 0 0 37 0 0 173 0 2 1
4 330\ 24 B1  350) 19 0 661 48 0 530
5 146 \28 10 214 47 0 21 0 0 0
6 25 8 2 19 0 0 63 0 0 99
7 336 15\16 400 g 23 442 24| 262 711 - —
8 47 0 N0 0 25 48 0 0 0 47 BE Wiybir sieci BB
] 00 0 O\ 0 0 g7 ™ 0 o
10 798 0 0 \5&% 0 7| 2137 0 0 2086 Predykcja (Kohonen) | Witkresy
Whlres Kohonena | Przewidywania dla nowych danych
¢ & | & S AEIEIE AR
+ {!‘- + 4 ﬁ + 4‘:+ t’- +
L~ 3 # + +
F i -
AR IIE & o . opoe
* F.Y {l} ™ F a Proba
ﬁ' ﬁ:_*‘ 4 ﬂ' * # UCZBI""E
Test
AEREIEIEARIEIEIEAE ] Waidac
o K £y
& v
#» E . 2 L
a0
|[!’ Kohonen ||E Kohonen | Eﬁ' srysthie - W
[ 10,7 ] [ 10,10 ]
\ - J | -

KISIM, WIMiIP, AGH



Liczba wybranych przypadkdw: 2137, Liczba wybranych komdrek: 1

KISIM, WIMiIP, AGH

education- | hours-per- | Work_class marital-status race sex Incaompe
num week
Wyhbierz tylke nazwy zmiennych
. | [ .. - TAR-IL - | Kala e 1
0 Statystyki bloku danych v =] Dla kolumn ] Srednie
g Wykresy bloku danych * v-spouse  White Mediany
g Wykresy danych wejsciowych  *y-spouse  White ~ Odch.std.
N Wyini Ctrlex J¥-Spouse ﬁme M waznych
A - v-5pouse ite
Rl B2 Kopiuj Cti+C [ oP ! Sumy
C o _ v-spouse  White Minima
A Kopiuj z nagtowkami v-spouse  White -
B (2 Wkl Ctrl+V y-spouse : Lo T
Whlgj specjalnie... V-5poUse
Dodaj zmienne... \SpoLse
o v-5pouse
Usun zmienne...

L (LTI

wea SY-SPOUSE

Arkusz Kohonena dla wybranych komdrek (adult_uczacy.sta)

Proby: Uczenie

Potozenie 10 Aktywacja| Age

neurony | neuronu

Przypadek
nazwa
5139 (10, 7) 97 0107647
6147 —H— 97 0463776
5161 (10, 7) 97 0110170
6184 (10, 7} 97 077701
6197 (10, 7} 97 0,254025
6223 (10, 7} 97 0333574
6224 (10,7} 97 0,095739
6247 (10, 7) 97 0444098
6252 (10, 7) 97 0392284
6255 (10, 7) 87 0203770
6259 (10, 7) 97 0174438
6278 (10, 7} 97 0118129
6291 (10, 7} 97 0456679
5302 (10, 7} 97 0,372806
6314 (10,7} 97 0364129
6315 (10, 7) 87 0162050
6324 (10, 7) 97 0160349
6332 (10, 7) 97 0326479
5339 (10, 7) 97 0101049
6358 (10, 7} 97 0405340
6363 (10, 7} 97 0,388225
6376 (10, 7} 97 0,662576
5381 (10,7} 97 0141536
5421 (10, 7) 97 0138422
6428 [1[]. 7) 87 [] 1?’4438

Private, Married-civ-spouse

Private, Married-civ-spouse

Private, Married-civ-spouse

A, Private, Married-civ-spouse

Przypadek 1 2 3
Age education-num hours-per-week

SREDNIA przyp. 1-2137 40,529 9,10451984 42 6518484
IUII_LJIJ-\IHJ_\ }..'I/__lf'}..' JI ;:JI:T 38 9 4[]
ODCH_STD. przyp. 1-2137 1217 2.50902121 9,61727766
N WAZNYCH przyp. 1-2137 2137 2137 2137
SUMA przyp. 1-2137 B6611 19457 91147
MINIMUM przyp. 1-2137 18 1 2
MAKSIMUM przyp. 1-2137 a0 16 99
25% przyp. 1-2137 31 9 40
_75% przyp. 1-2137 49 10 45
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H Dane: Arkusz27 (5 zmn. * 2137 prz.) [=]
Work_class marital-status race sex Income
Podstawone | Tabela ljcznosci: Work_class (Arkus:
il Statystykd opisows Liczba PTOTET
10 | Privatel Married-civ-spouse -Eskimo|  Male <=h0K P Macierzs korelaci LAEEE] Liczba
15 F'r!vate Marr!ed—c!v—spouse ‘u"u"h!te Male <i50K E2 Testt dia préb niszalsznych wzgl. grup) Private 2137 2937 100.000
25 Private| Married-civ-spouse,  White,  Male <=h0K o W ] :
29 Private| Married-civ-spouse.  White,  Male ==50K Eel Testt dia prc"b niezaleznych fwzgl. zmn ) R=iaa 0 2137 0,000
39 Private. Married-civ-spouse,  White, Male  ==50K £4%| Test t dia prob zaleznych
40 Private| Married-civ-spouse.  White,  Male ==50K Elz Testt dla pojedynczej préby - —
41 Private| Married-civ-spouse.  White,  Male ==50K == Praskroje, prosta ANOVA Tabela licznosci: sex [AFHUSZET}
44 Private.  Married-civ-spouse,  White|  Male ==60K ) Liczha Skumulow. Procent
o . . . _ mf Przekroje uproszczone
50 Private. Married-civ-spouse,  White|  Male <=50K —_— oo Liczha
52 Private| Marriedciv-spouse| White Male <=50K E EiEE ETIEE
72 Private Married_ciu_spguse White Male ==H0K ZHH Tabele wielodzielcze MH|E 21 3? 2‘1 3? 1[][],[][][][]
77 Private| Married-civ-spouse,  White| Male — <=50K $H Tabele wielokrotriych odpowiedzi Braki 0 2137 0.0000
87 Private.  Married-civ-spouse|  White, Male <=hH0K Inne testy istotnosc == =
122 Private.  Married-civ-spouse|  White, Male <=60K D.;%h;:lz :YI nzm dobisrist (& Otwérz dane
131 Private| Married-civ-spouse.  White,  Male <=50K 2 Kalkuistor prawdopodobieristia Sl | (B w
144 Private. Married-civ-spouse  White! Male <=h0K - -
Tabela licznoéci: marital Tabela licznosci- race | Tabela licznosci: Income (Arkusz27) |
Liczba | Skumulow. Liczha | Skumulow Liczba | Skumulow. Procent
AEEE] Liczba REEE] Liczba Klasa Liczba
Married-civ-spouse 2137 213]| | White 21148 2‘1h ==50K 2137 2137 1000000
[Sraki 0 213| L Amertadiad E skimo 19 21 [ErEm 0 2137 0,0000
Braki 0 21
KISIM, WIMiIP, AGH 52



Liczba wybranych przypadkdw: 2086, Liczba wybranych komdrek: 1
Proby: Uczenie

Arkusz Kohonena dla wybranych komarek (adult_uczacy.sta) (
Potozenie 10 Aktywacja | Age |education|hours-per|Work_class| marital-status race sex Income L 10 9 10

Przypadek neuronu | neuronu -num -week
nazwa education-nurm h
9 (10, 10) 100 1,2 ) Private Married-civ-spouse >-lslander. Male =50K
23 —f—= 100 0.3 Private Married-civ-spouse)  White,  Male =50K
38 (10, 10} 100 0.3 Private Married-civ-spouse|  White,  Male =50k
59 |:1|:|_ 1[]]. 100 03 Prvate MMarmed-civsnnise Wihite Ilale A0k
62 (10, 10) 100 0.6 INPrzypadek 1 2 3
92 (10, 10) 100 12 Age education-num hours-per-week
124 (m_ m} 100 0.6 SREDMIA Prayp. 1-2086 43115 11,4237776 45.55145511
165 (10, 10) 100 1.4 Private Mever-married.  White, Male =H0K
160 (10, 10} 100 0.3 Private Married-civ-spouse)  White,  Male =50K
165 (10, 10} 100 04 Private Married-civ-spouse)  White,  Male =50K
184 (10, 10} 100 0.3 Private Married-civ-spouse|  White,  Male =50k
194 (10, 10} 100 04 Private Married-civ-spouse.  White.  Male =50K
e M0 A 100 n- Private Marriad-riv-ennines Whitea hala =hMK
Tabela licznosci: Work_class (Arkus: Tabela licznosci: sex (Arkusz2T) Tabela licznosci: Income (Arkusz27) |
Liczba Skumulow. Procent Liczba Skumulow. Procent Liczba Skumulow. Procent
GET Liczba |<lasa Liczba Klasa Liczba
Private 2137 2137 100,0000 H{Male 2137 2137 100,0000 || ==50K a1 21 2,38652
Takl 0 2137 0,0001 QErala 0 2137 0,0000 ||| =50K 2086 2137 9761348
Brat f 2137 0,00000
Tabela licznosci: m:
Liczba Skumul
Klasa Liczh Tabela licznosci: race |
MNever-married 113 Liczba Skumulow
| R JL T Liczba
Married-civ-spouse 1910 l F‘Nhite 1393 13
tarTet=AT—spoTse t ac 29 %9
Separated 22 I S race marital-status Income | Income | Wiersz
Married-spouse-absent 6 Amer-Indian-Eskimo ‘ ‘ <=50K 50K Razem
Widowed 10 Ll White Never married 0 108 108
Braki 0 il White Divorced 0 72 72
[White Married-civ-spouse 1 L
White Married-AF-spouse 0 1 1
White Separated 0 22 22
White Married-spouse-absent 0 B B
White Widowed 0 10 10
KISIM, WIMiIP, AGH Ogat 51 1942 1993
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KISIM, WIMiIP, AGH

1,1

Przypadek 1 P 3
nazwa Aga aducation oo B aaak
SREDMIA przyp. 1-1410 269595745 10,1035461 34 4404255
MEDIANA przyp. 1-1410 24 10 40
ODCH.STD. przyp. 1-1410 9 45966356 229401701 11,8861256
N WAZNYCH przyp. 1-1410 1410 1410 1410
SUMA przyp. 1-1410 38013 14246 48561
MINIMUM przyp. 1-1410 17 1 2
MAKSIMUM przyp. 1-1410 90 16 a0
25% przyp. 1-1410 20 g9 25
_T5% przyp. 1-1410 30 12 40
Tabela licznosci: Work_class (Arkus: Tabela licznosci: marital
Liczba Skumulow. Procent Liczba Skumulow.
Klasa Liczba Lo WA 1
Private 1461 1461 68.3668] )| Never-marred 1410 141
Braki GTE 2137 31.6331] UMarried-civ-spouse 51 146
| Braki 676 213
Tabela licznosci: race (Arkusz27) Tabela licznosci: sex (Arkusz2T)
Liczba Skumulow. Procent Liczba Skumulow. Procent
Klasa Liczba l£lgzg | ir7ha
White 1461 1461 68_366ET|| |Male 51 51 2,3864
Braki 676 2137 31,63313]] |Female 1410 1461 65.9503
=LELY BT e AT

Tabela licznosci: Income (Arkusz27) |

Skumulow.

1418

B6B,35470

43

1457

2 U117

676

2137

31.,63313
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KISIM, WIMiIP, AGH

Przypadek 1 P 3
nazwa A;n Pt Tt AT e e TR =] by e ::nr PTTrara i
SREDMNIA przyp. 1-1741 26,7512924 9. 60310167 37.8230902
MEDIANA przyp. 1-1741 24 g 40
ODCH_STD. przyp. 1-1741 8, 75796221 234112941 11,9698739
N WAZNYCH przyp. 1-1741 1741 1741 1741
SUMA przyp. 1-1741 46574 16719 65850
MINIMUM przyp. 1-1741 17 1 1
MAKSIMUM przyp. 1-1741 90 16 99
25% przyp. 1-1741 21 g9 32
_Th% przyp. 1-1741 30 10 40
Tabela licznosci: Work_class (Arkus: Tabela licznosci: marital-stat
Liczba Skumulow. Procent Liczba Skumulow. H
klasa Liczba Klasa Liczba
Private 1741 1741 81.4693) |Nevermarred 1741 1741
Braki 396 2137 18,5306y—TEraf 0 |
Tabela licznosci: race (Arkusz2T) Tabela licznosci: sex (Arkusz27)
Liczba Skumulow. Procent Liczba Skumulow. Procent
Klasa Liczba Liczhba
White 1741 1741 81.46935 1741 1741 81.46935
Braki 396 2137 18.53065
Tabela licznoéci: Income (Arkusz27) |
Liczba Skumulow. Procent
klasa Liczba
<=5k 1739 1739 81,37576
100N Z EE T.09.59
Braki 396 2137 1853065
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Mowa analiza lub wdrozenie

Wdrozenie

() Wdrozenie modeli z poprzednich analiz

F=3 Wezytaj pliki sieci

Regresja

Mazwa pliku D sieci  Mazwa sieci Altywacia ...

Aldtywadj...

E Szeregi czasowe fregresja)
E Szereqi czasowe (klasyfikacja)
ﬂ Analiza skupieri

Lista plilzdw EMML

Prosze wybrac rodzaj analizy z listy

powyze], aby rozpoczac nowa analize.

Aby zastosowad wozesnig] uzyskanes
sieci prosze skorzystac z opcji
wdrozenia.

KISIM, WIMiIP, AGH
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SANN - Wyniki: adult_uczacy.sta

AGH
Aldywne sieci neuronowe
D sieci  MNazwa sieci Jakosc fuc...  Jakosc ..
3 MLP 16-4-1 0460375 0428753
£
BB Viybér sieci |
| Wiecsj (projekt uzytkownika) | | Wiecej (projekt

Preewidywania | Wykresy | Szczegély | Preewidywa

Arusz predylocii
Sposdb predykcii
(®) Pojedyncze sieci

Zespol

Pojedyncze sieci i zespol

i Predykcia |

KISIM, WIMiIP, AGH

Umiesc w arkus
[ | Weiscia
Zmn. zal.
Wyjécia
[ Resaty

Jakosc (walid. ..
0454226

Algontm
BFGS 72

Biezgca siet neuronowa

Biad
505

ID sieci  Mazwa sieci
1 MLP 16-6-1

2 MLP 16-7-1
3 MLP 16-4-1

Jakosé (ucz...
0463144
0460761
0460379

Jakosc test..
0,435054
0432812
0428753

Jakoss (wali...
0,452840
0452285
0454226




hours-per-week (Zm zal) wz. hours-per-week (\Wyjscie)
Praby: Uczenie E
. . Przewidywania| Whkresy |Szczegol'_.r] Przewidywar

J

54
52 t
50 t I
| g Prognozuj zmienng:  hours-perwesk [ INa
46 | [E 05 X 0sY
M 1 Zm zal A
2 42| % ] Whiscie V]SCIe
& Reszty Reszty
%‘ 40 ¢ B ] Std. Resz. Std. Resz.
T 38 g Reszty Reszhy
2 a5 2 Reszt™2 Reszt™2
Z 3l ° Age ! =
= 32! [l Histogramy X XiY
2 30+
=]
\
< 28t
26 t
24 | “
22 ¢t o
20 t i . i :
18 | . . | | | | | | Przewidywania ] Whkresy | Szczegdly | Preewidywania dia nowych danych
-10 0 10 20 30 40 50 60 70 80 90
hours-per-week (Zm zal)
Podsumowanie
Wspdtczynniki korelacji (adult_uczacy sta) Wagi Statystyki predybci
hours-per-week | hours-per-week hours-per-week . S - T
Uczenie Test Walidacja B Wspdlczynnik korelacj
3.MLP 1641 | 0.460379 0,428753 0,454226 UEE A ¥ Globalna analiza wrazliwosci 3
Poziomy akhywag \EH__Lolalns analiza wagliwosci
Analiza wrazliwosci (adult_uczacy.sta)
Proby: Uczenie
Sieci Age marital-status | race | education-num | sex
3.MLP 16-4-1 1.2234871 1.121491  1,027839 1,008001  1,000000

KISIM, WIMiIP, AGH
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1 2

hours-per-week hours-per-week - Wyjscie
40,00000 44,31106 ) ) o o
40,00000 44 57164 % Dobro¢ dopasowania w regresji i klasyfikacji: Ar...
40,00000 41,29789 S
Yp Zmiennej
40,00000 36.97640 YP 2 B N —
40,00000 38,15631 e Zmierne: | @ losciowa () Jakosciowa
45,00000 4512844 {lasyfilacia) .
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