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Rodzaje modeli: 

» metoda k-średnich (iteracyjno-optymalizacyjne),  

» metody hierarchiczne,  

» sieci Kohonena,  

» grupowanie probabilistyczne - algorytm EM  

» algorytm BIRCH,  

» grupowanie oparte na gęstości  
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Grupowanie 

Znajdź „naturalne" pogrupowanie obiektów w oparciu o ich 
wartości  

     

zastosowania grupowania:  

» grupowanie dokumentów  

» grupowanie klientów  

» segmentacja rynku  

» Kompresja obrazów 

» Odkrywanie oszustw 
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Grupowanie 

— Grupowanie (klastrowanie) - obejmuje metody znajdowania 
skończonych zbiorów klastrów obiektów posiadających 
podobne cechy.  

— W przeciwieństwie do metod klasyfikacji i predykcji, podział na 
klastry nie jest znany a-priori, lecz jest celem metod 
grupowania.  

—  Metody te grupują obiekty w klasy w taki sposób, aby 
maksymalizować podobieństwo wewnątrzklasowe obiektów i 
minimalizować podobieństwo pomiędzy klasami obiektów.  

— W przeciwieństwie do klasyfikacji wzorcowej (analizy z nauczycielem), 
polegającej na przyporządkowywaniu przypadków do jednej z określonych 
klas, tu klasy nie są znane ani w żaden sposób scharakteryzowane przed 
przystąpieniem do analizy.  
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Sformułowanie problemu 

— Grupowanie jest jedną 
z najstarszych i 
najbardziej 
popularnych metod 
eksploracji danych 
(1939).  

— Grupowanie może dotyczyć zarówno obiektów 
rzeczywistych (np. pacjentów, sekwencji DNA, dokumenty 
tekstowe), jak również obiektów abstrakcyjnych (sekwencja 
dostępów do stron WWW, grafy reprezentujące dokumenty 
XML, itp.). 
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Czym jest klaster? 

— Zbiór obiektów, które są „podobne”. 

— Zbiór obiektów, takich, że odległość pomiędzy dwoma 
dowolnymi obiektami należącymi do klastra jest mniejsza 
aniżeli odległość pomiędzy dowolnym obiektem należącym do 
klastra i dowolnym obiektem nie należącym do tego klastra. 

— Spójny obszar przestrzeni wielowymiarowej, charakteryzujący 
się dużą gęstością występowania obiektów. 
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Klasyfikacja metod 

— Pierwsza grupa algorytmów konstruuje klastry sekwencyjnie wykorzystując cechy 
obiektów, druga konstruuje klastry wykorzystując jednocześnie wszystkie cechy 
(atrybuty) obiektów.  

— Metody hierarchiczne generują zagnieżdżoną sekwencję podziałów zbiorów 
obiektów w procesie grupowania 

— Metody z iteracyjno-optymalizacyjne generują tylko jeden podział (partycję) zbioru 
obiektów w dowolnym momencie procesu grupowania 

— Algorytmy oparte na gęstościach (ang. density-based algorithms), które dzielą 
zbiory przykładów korzystając z modelu probabilistycznego dla bazowych skupień. 

znalezienia optymalnego 
podziału zbioru przykładów na 
określoną liczbę skupień 

hierarchiczna próba 
odkrycia struktury skupień  
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Metody grupowania hierarchicznego  
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Metody grupowania hierarchicznego  

— Metoda grupowania hierarchicznego polega na 
sekwencyjnym grupowaniu obiektów - drzewo 
klastrów (tzw. dendrogram) 

— Początkowo, wszystkie obiekty A, B, ... G 
należą do osobnych klastrów. Następnie, w 
kolejnych krokach, klastry są łączone w 
większe klastry (łączymy B i C, D i E, oraz F i G, 
następnie, A łączymy z klastrem zawierającym 
obiekty B i C, itd.).  

— Proces łączenia klastrów jest kontynuowany 
tak długo, aż liczba uzyskanych klastrów nie 
osiągnie zadanej liczby klastrów. Graficznie, na 
dendrogramie, warunek stopu (tj. zadana 
liczba klastrów) przedstawia linia pozioma 
przecinająca dendrogram. 

— C1={A, B, C}, C2={D, E} oraz C3={F, G}. 

C3 

C2 
C1 

C3 C2 C1 
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Odległość klastrów 

minimalna  
odległość 

dmin 

dmax 
maksymalna  
odległość 

dmean dave 

odległość  
średnich 

średnia 
odległość  
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Hierarchiczny aglomeracyjny algorytm grupowania 

1. Umieść każdy obiekt w osobnym klastrze. Skonstruuj 
macierz przyległości zawierającą odległości pomiędzy każdą 
parą klastrów 

2. Korzystając z macierzy przyległości znajdź najbliższą parę 
klastrów. Połącz znalezione klastry tworząc nowy klaster. 
Uaktualnij macierz przyległości po operacji połączenia 

3. Jeżeli wszystkie obiekty należą do jednego klastra, zakończ 
procedurę grupowania, w przeciwnym razie przejdź do 
kroku 2 
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Algorytm aglomeracyjnej analizy skupień 

macierz przyległości 

dendrogram 
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dane dotyczące przebiegu  
procesu wytopu surówki w wielkim piecu 
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 Macierz odległości pomiędzy łączonymi zmiennymi 

— Najmniejsza odległość występuje pomiędzy zawartością krzemu w surówce 
a zawartością wodoru w gazie gardzielowym 

— Istnieje powiązanie pomiędzy zawartością CO i CO2 w gazie gardzielowym 

— Następne grupy tworzą wilgotność powietrza z Si w surówce i H2 w gazie 
gardzielowym. 
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…mediany 
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Probabilistyczny algorytm EM 

KISIM, WIMiIP, AGH 
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Probabilistyczny algorytm EM 
Expectation Maximisation 

— Przykład: obserwujemy dużą próbę 
pomiarów jednej zmiennej ilościowej. 

— Zamiast patrzyć tylko na odległość, 
uwzględniamy dodatkowo informację 
o rozkładzie przykładów. 

 

KISIM, WIMiIP, AGH 

— Zamiast przypisywać definitywnie przykład do grupy 
estymuje prawdopodobieństwo takiego przynależenia. 

— różne rozkłady, jak np. rozkład normalny , logarytmiczno-
normalny czy Poissona . Możemy także wybrać różne 
rozkłady dla różnych zmiennych i stąd, wyznaczać grupy z 
mieszanin różnych typów rozkładów.  
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Algorytm EM 

— Zmienne jakościowe. Implementacja algorytmu EM potrafi 
korzystać ze zmiennych jakościowych. Najpierw losowo 
przydziela prawdopodobieństwa (wagi) każdej z klas 
(kategorii), w każdym ze skupień. W kolejnych iteracjach 
prawdopodobieństwa są poprawiane tak, by zmaksymalizować 
wiarygodność danych przy podanej ilości skupień. 

— Prawdopodobieństwa klasyfikacyjne zamiast klasyfikacji. 
Wyniki analizy skupień metodą EM są inne niż obliczone 
metodą k-średnich. Ta ostatnia wyznacza skupienia. Algorytm 
EM nie wyznacza przyporządkowania obserwacji do klas lecz 
prawdopodobieństwa klasyfikacyjne.  

KISIM, WIMiIP, AGH 
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Algorytm EM 

— Metoda składa się z dwu kroków wykonywanych na przemian 
tak długo, aż pomiędzy kolejnymi przebiegami nie dochodzi do 
zauważalnej poprawy. 

1. Estymacja (expectation). Dla aktualnego, wyestymowanego 
układu parametrów rozkładu przykładów dokonaj przypisania 
przykładom prawdopodobieństwa przynależenia do grup. 

2. Maksymalizuj - Zamień aktualne parametry rozkładu na takie, 
które prowadzą do modelu bardzie zgodnego z danymi 
(rozkładem przykładów). W tym celu wykorzystaj 
prawdopodobieństwa przynależenia do grup z kroku 1. 

KISIM, WIMiIP, AGH 
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Gaussian mixture model 

0 1 

2 3 

http://www.autonlab.org/tutorials/gmm.html 
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Gaussian mixture model 

5 

6 7 

4 
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Jak dobrać k? 

— Podobnie jak w przypadku metody k-średnich, problem 
dotyczy liczby skupień 

— W praktyce analityk nie ma zazwyczaj pojęcia ile skupień jest 
w próbie. Algorytm v-krotnego sprawdzianu krzyżowego – 
automatycznie wyznacza liczbę skupień danych. 

 

KISIM, WIMiIP, AGH 
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Metody iteracyjno-optymalizacyjne  
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— Iteracyjno-optymalizacyjne metody grupowania tworzą jeden 
podział zbioru obiektów (partycję) w miejsce hierarchicznej 
struktury podziałów 

— Metody iteracyjno-optymalizacyjne realokują obiekty 
pomiędzy klastrami optymalizując funkcję kryterialną 
zdefiniowaną lokalnie (na podzbiorze obiektów) lub globalnie 
(na całym zbiorze obiektów) 

— Przeszukanie całej przestrzeni wszystkich możliwych 
podziałów zbioru obiektów pomiędzy k klastrów jest, 
praktycznie, nie realizowalne 

— W praktyce, algorytm grupowanie jest uruchamiany 
kilkakrotnie, dla różnych podziałów początkowych, a 
następnie, najlepszy z uzyskanych podziałów jest przyjmowany 
jako wynik procesu grupowania 

Metody iteracyjno-optymalizacyjne  
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Funkcje kryterialne: Suma błędów kwadratowych  

Suma błędów kwadratowych: 

Klastry powinny być maksymalnie rozłączne 

odchylenie wewnątrzklastrowe: 
dla każdego obiektu należącego do klastra obliczamy odległość 
tego punktu do najbliższego obiektu w tym klastrze, i bierzemy max 
z tych odległości 

Klastry powinny być zwarte 
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Algorytm K-means 

— idea algorytmu K-means (k-średnich) - rozpoczyna się od 
losowo wybranego grupowania punktów, następnie ponownie 
przypisuje się punkty tak, aby otrzymać największy wzrost 
(spadek) w funkcji oceny, po czym przelicza się zaktualizowane 
skupienia, po raz kolejny przypisuje się punkty i tak dalej aż do 
momentu, w którym nie ma już żadnych zmian w funkcji oceny 
lub w składzie skupień.  

— To zachłanne podejście ma tę zaletę, że jest proste i 
gwarantuje otrzymanie co najmniej lokalnego maksimum 
(minimum) funkcji oceny.  

— Osiągnięcie „optimum" globalnego podziału obiektów wymaga 
przeanalizowania wszystkich możliwych podziałów zbioru n 
obiektów pomiędzy k klastrów  



28 KISIM, WIMiIP, AGH 

Algorytm K-means 
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krok 1 

Założenie: k = 3 

wybierz 3 początkowe środki klastrów (losowo) 
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krok 2 

— Przydziel każdy obiekt do klastra w oparciu o najmniejszą 
odległość obiektu od środka klastra 
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krok 3 

— Uaktualnij środki (średnie) wszystkich klastrów 
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krok 4 

— Realokuj obiekty do najbliższych klastrów 
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krok 4b 

—Oblicz nowe średnie klastrów… 
 

 

 

 

 

 

 

 

 

… i wracamy do kroku realokacji obiektów. Dla każdego obiektu następuje 
weryfikacja, czy obiekt ten podlega realokacji. Jeżeli  żaden z obiektów nie 
wymaga realokacji następuje zakończenie działania algorytmu.  

punkt  
osobliwy 
(outlier) Algorytm bardzo czuły na 

dane zaszumione lub 
dane zawierające punkty 
osobliwe, gdyż punkty 
takie w istotny sposób 
wpływają na średnie 
klastrów powodując ich 
zniekształcenie 
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Algorytm k-średnich 

— Wynik działania algorytmu (tj. ostateczny podział obiektów 
pomiędzy klastrami) silnie zależy od początkowego podziału 
obiektów 

— Algorytm może „wpaść” w optimum lokalne 

— W celu zwiększenia szansy znalezienia optimum globalnego 
należy kilkakrotnie uruchomić algorytm dla różnych podziałów 
początkowych 
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Algorytm k-średnich 

— Przyjmijmy, że środkami 
klastrów są obiekty A,B, i D, 
wokół których konstruowane są 
klastry 

— Lepszy (z mniejszym błędem 
średniokwadratowym) podział 
uzyskamy przyjmując 
początkowe środki klastrów A, 
D, i F (prostokąty) 

A 

C 
 

B 

F          G 

D  E 
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Algorytm k-medoidów 

— W celu uodpornienia algorytmu k-średnich na występowanie 
punktów osobliwych, zamiast średnich klastrów jako środków 
tych klastrów, możemy przyjąć medoidy – najbardziej 
centralnie ulokowane punkty klastrów: 

– Średnia zbioru 1, 3, 5, 7, 9 wynosi 5 

– Średnia zbioru 1, 3, 5, 7, 1009 wynosi 205 

– Medoid zbioru 1, 3, 5, 7, 1009 wynosi 5 
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Inne metody grupowania  

— Metody oparte o analizę gęstości 

» dany klaster jest rozszerzany o obiekty należące do jego sąsiedztwa, 
pod warunkiem, że gęstość obiektów w danym sąsiedztwie 
przekracza zadaną wartość progową (algorytmy DBSCAN, OPTICS, 
DENCLUE) 

» Ta grupa metod była rozwijana, głównie, w odniesieniu do 
zastosowań w dziedzinie rozpoznawania obrazów.  

— Metody oparte o strukturę gridową  

» przestrzeń obiektów jest dzielona na skończona liczbę komórek, które 
tworzą strukturę gridu; cały proces grupowania jest wykonywany na 
tej strukturze (algorytmy STING, CLIQUE) 

» Cechą i zasadniczą zaletą tej grupy metod jest skalowalność i 
możliwość analizy dużych wolumenów danych wielowymiarowych.  
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Przykład w STATISTICA 

KISIM, WIMiIP, AGH 

Adult.sta 
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Przykład w STATISTICA 

1 2 

3 
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Losowanie warstwowe 

KISIM, WIMiIP, AGH 
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1 
2 

3 

4 
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Statystyki opisowe skupień 

— Wniosek 1: skupienie 1. to ludzie 
młodsi (30lat), skupienia 2 i 4 to 
starsi (45 lat), skupienie 3 (40lat) 

 

 

— Wniosek 2: skupienie 2. to ludzie 
lepiej wykształceni niż skupienia  
1., 3. i 4. 

 

 

— Wniosek 3: najmniej pracują osoby 
ze skupienia 1, najciężej ze 
skupienia 2.; skupienia 3 i 4 pracują 
normalnie – ok. 40h/tydzień 
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Co już wiemy? 

Skupienie 1: 

— młodzi (30lat); 

— średnio wykształceni; 

— pracujący stosunkowo mało; 

 
Skupienie 2: 

— w średnim wieku (ok. 45lat); 

— bardzo dobrze wykształceni; 

— pracujący dużo; 

Skupienie 3: 

— w wieku ok. 40 lat; 

— słabo wykształceni;  

— pracujący stosunkowo dużo; 

Skupienie 4: 

— w średnim wieku (ok. 45lat); 

— raczej słabo wykształceni;  

— pracujący ok. 41h/tyg 

kto jest 
najlepszym 
klientem? 



45 KISIM, WIMiIP, AGH 

Najlepiej zarabia 
skupienie 2 – 
kim ONI są? 

Skupienie 2: 

— w średnim wieku (ok. 45lat); 

— bardzo dobrze wykształceni; 

— pracujący dużo; 
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Co nowego o skupieniu 2? 

Skupienie 2 to: 

— ludzie średnim wieku (ok. 45lat); 

— bardzo dobrze wykształceni; 

— pracujący dużo; 

— w małżeństwie; 

— zawód: specjalista/kierownik 

— mężczyzna 
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Co z kobietami? 

Kobiety w naszej próbie 
zdominowały skupienie 1: 

—  są młode (30lat); 

—  średnio wykształcone; 

—  pracujące stosunkowo mało (dzieci?); 

—  niezamężne; 

—  pracują w usługach; 

—  prawie wszystkie zarabiają poniżej 50 000$; 

 



48 KISIM, WIMiIP, AGH 

Kim są pozostali? 

Skupienie 3: 

— w wieku ok. 40 lat; 

— słabo wykształceni;  

— pracujący stosunkowo dużo; 

— mężczyźni; 

— żonaci; 

— głównie sprzedawcy; 

— zarabiają poniżej 50 000$ Skupienie 4: 

— w średnim wieku (ok. 45lat); raczej słabo 
wykształceni; pracujący ok. 41h/tyg; 

— kobiety i mężczyźni po rozwodzie,  

— rzemieślnicy, fachowcy… 

— zarabiający poniżej 50 000$ 



49 KISIM, WIMiIP, AGH 

Kto się najbardziej różni? 

— Najbardziej rozróżnialne są 
skupienia 1. i 2. – czyli 
młodzi specjaliści i panny 
na wydaniu 

— Widać to również w 
zarobkach. 

— Po ślubie różnice się 
wyrównują… 


